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요 약

위성 영상에서 의미론적 분할 성능을 향상시키기

위한 인코더-디코더 구조의 새로운 심층 신경망 모델

을 제안한다. 기존 의미론적 분할은 얕은 구조로 인해

특징 압축과 확장 중에 생기는 손실이 크다. 이에 따

라 분할 정확도가 줄어들며 물체를 제대로 구별하지

못하는 문제가 발생한다. 제안하는 확장 연결 모델은

이러한 문제를 해결하기 위해, 기존 인코더-디코더 모

델을 확장시켜 여러 계층의 특징을 가져와 디코더에

연결한 구조를 만들어 특징 정보의 손실을 개선한 모

델이다. 이러한 확장 연결 모델은 특징 학습 과정에서

의 정보 손실을 개선하고 업샘플링 과정에서 잔차학습

을 사용하여 의미론적 분할의 정확도를 향상시켰다.

실험결과, 제안하는 확장 연결 모델이 기존 의미론적

분할 모델보다 크게 향상된 성능을 보여준다.

키워드 : 위성 영상, 의미론적 분할, 사전학습 모

델, 전이학습, 잔차학습

Key Words : satellite image, semantic segmen-
tation, pre-trained model, transfer
learning, residual learning

ABSTRACT

We propose a novel deep neural network model

of encoder-decoder structures to improve the

performance of semantic segmentation in satellite

images. Existing semantic segmentation has a lot of

losses during feature compression and expansion due

to its shallow structure. This reduces the accuracy of

segmentation and leads to the problem of not being

able to distinguish objects properly. The proposed

extended connection model improves the loss of

spatial information by expanding the existing

encoder-decoder model to solve this problem, taking

multiple layers of features and creating a structure

connected to the decoder. These extended connection

models improve feature loss in the feature learning

process and improve the accuracy of semantic

segmentation by using residual learning for

upsampling. Experimental results show that the

proposed model achieves significantly better

performance than the existing semantic segmentation

model.

Ⅰ. 서 론

영상 처리 분야에서 주로 사용하는 의미론적 분할

(Semantic Segmentation)은특정범주의객체또는영

역에따라픽셀수준단위로클래스를분류하는작업으

로서, 종양검출, 토지표지분류, 도로표지판감지등

다양한분야에서연구가진행되고있다. 최근의미론적

분할은 주로 컨볼루션 신경망 (Convolutional Neural

Network) 계열의심층신경망 (Deep Neural Network)

을이용한방법들이연구되고있으며, 대표적인방법에

는 U-Net이있다[1]. U-Net은스킵연결을통해인코더

(Encoder)의 정보를 디코더 (Decoder)로 전달해 정보

손실을최소화한모델이다. 특히, 복잡한특징 (Feature)

에서정밀한특징을얻게도와주며가려져있는물체를

분할하는데도탁월하다. 그러나위성영상에대한의미

론적분할의경우작은정보오류에도큰문제가될수
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있으며, 인코더에서추출하는특징맵의정보가부족하
여 객체의 분할이 잘못되거나 실패하는 문제가 있다.

본 논문에서 제안하는 확장 연결 모델은

ResNet152[2]의사전 학습된모델을사용하고, 디코더
에잔차학습 (Residual Learning)을사용하여특징정
보의전달을최대한활용한다. 또한인코더의특징손실

을줄이기위해, 여러층의특징정보를디코더의부분
과 연결하여 특징 정보의 손실을 최소화 한다.

Ⅱ. 제안된 확장 연결 모델

2.1 ResNet152 Block과 Concatenate Block
제안하는확장연결모델은그림 1에보이는것처럼

ResNet152 Block 층을각각의인코더로사용하며, 업
샘플링 (Upsampling)을개선하기위해여러층인코더
의 특징맵을 디코더에 연결하는 스킵 연결 (Skip

Connection)이 사용된다. 스킵 연결은 Concatenate

Block 에서이루어지며, 특징맵은인코더의압축중에
손실된원래공간정보를포함하여디코더가더욱정밀

한분할결과를구성하는데도움이된다. 이후디코더

를 지나 최종적으로 Dropout Layer와 Convolution

Layer를 거쳐 출력을 얻는다.

그림 2는 ResNet152 Block과 Concatenate Block의

구조를나타낸다. 인코더역할을하는 ResNet152 모델
이 Zero Padding을 걸쳐 특징맵 정보를 Concatenate

Block으로전달한다. Concatenate Block은 Stride 2를

가진 Transposed Convolution으로특징맵을 2배확장
한다. 그런다음, 확장된특징맵과같은해상도를가지
는 인코더 중간 특징맵과 디코더의 값을 각각

Concatenate하며, 다른 블록의 특징맵을 이어 붙이는
과정을 수행한다.

2.2 디코더
그림 3은 디코더의 구조를 나타낸다. x는디코더로

들어오는특징맵이고, A(x)는 Convolution Layer 뒤에
Batch Normalization (BN), Rectified Linear Unit

(ReLU)가연결된구조의출력이다. 이구조는기존의

인코더에만 적용된 잔차학습을 디코더에도 활용하여
모델을확장시킨다. Concatenate된특징맵을디코더의
마지막부분에더해준다. 식 (1)은이러한잔차학습과

정을 나타낸 것이다. 이 과정을 통해, 연속적인
Convolution의특징추출과압축과정에서발생하는특
징손실및네트워크가깊어질수록발생하기쉬운기울

기 소실 문제를 최소화한다.

(1)

그림 3. 디코더 구조
Fig. 3. Decoder architecture

Ⅲ. 실험결과 및 결론

실험은 기존의 의미론적 분할 방식인 U-Net[1],

Feature Pyramid Networks (FPN)[3] 그리고 LinkNet[4]

모델과 제안 방식의 성능을 각각 비교하였다. 데이터

세트는 MBRSC 위성에서얻은두바이의컬러위성영
상[5]으로구성되어있으며, 256x256의크기로총 1,136

개의영상을전처리한데이터세트로사용하였고하이

퍼파라미터는전부동일하게적용했다. 성능평가지표
는정확도 (Accuracy)와다음식과같이정의되는모든
클래스에대한 Intersection over Union (IoU)의평균을

그림 1. 제안된 확장 연결 모델 구조
Fig. 1. Proposed extended connection model architecture

그림 2. ResNet152 Block과 Concatenate Block의 구조
Fig. 2. ResNet152 block and concatenate block
architectures
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구한 값인 Mean IoU[6] 그리고 Dice Coefficient

(Dice)[7]를 사용하였다.

(2)

(3)

여기서, X는정답픽셀, Y는예측픽셀이며, 두성능

지표모두 X와 Y의두영역이같아질수록 1에가까워지
고멀어질수록 0에가까워진다. 표 1에서볼수있듯이,

제안하는방법이 89.1%의매우높은정확도를보였으

며, MIoU가 76.3%로 다른 비교 모델에 비해 물체를

보다 잘 식별하였다.

본논문에서는위성영상에서의미론적분할정확도

를향상시키기위해, 전이학습, Concatenate과잔차학
습을활용한방법을제안하였다. 디코더에도잔차학습
을 적용하는 방법을 통해 특징 손실을 줄이고 특징맵

정보를효율적으로학습하며, 제안하는방법이기존의
여러모델에비해크게우수한성능을얻을수있음을
확인하였다.

Scheme
Metrics

Accuracy Mean IoU Dice Coff

Proposed 89.1% 76.3% 87.6%

U-Net[1] 86.8% 70.5% 82.7%

FPN[3] 83.5% 72.6% 83.5%

LinkNet[4] 84.5% 63.2% 79.4%

표 1. 실험결과
Table 1. Exerimental results
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